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Scaling Laws Do Not Solve Everything

● 대규모 언어 모델(LLMs) 에 대한 현재 인식
○ Scaling Laws를 따름 → 사전학습 규모가 커질수록 성능 향상

↳전제 조건: 모델이 필요로 하는 지식이 사전학습 텍스트에 충분히  존재해야 함

하지만. . . 텍스트로 기록되지 않는 지식이 있다면?



● 인간의 의사소통은 효율성을 추구
○ Paul Grice’s Maxim of Quantity

“상대에게 필요한 만큼의 정보만 제공하라”

○ 청자 / 독자 가 이미 알거나 상식으로 추론 가능한 정보는 생략
→ 많은 정보가 Implicit 하게 남겨짐

예시 대화)
A: “Is there a gas station nearby?”
B: “There’s one around the corner.”
→ B의 대답에서 생략된 정보: The gas station should be open and operational

The Nature of Human Communication



From Reality to Language: Information Bottlenecks

● Reporting Bias (보도 편향) 
○ 커뮤니케이션은 본질적으로 선택적/압축적

■ 소통 시 효율성을 추구하는 인간의 특성으로 인해 발생
○ 따라서, 텍스트는 현실을 그대로 기록하지 않음

■ 글에 등장하는 빈도 ≠ 현실 세계 발생 빈도

○ 뉴스 기사
■ 눈길을 끄는 것 위주로 보도 (사소하고 평범한 이벤트 보도 X)

예) 건물 화재 발생 (멀쩡한 건물은 언급 X)

○ 일상 대화
■ 서로에게 당연한 정보 언급 X

예) “주말에 연구실 건물 정전이래요" (정전이 아닌 날은 굳이 불 들어온다고 언급 X)

● LLMs
○ Web Text 를 crawling 해서 세상을 배움

■ Reporting Bias 문제로 인해 사람과 동일한 추론 / 판단 을 하는데 한계 발생



Understanding the World Through Google N-grams

● “Reporting Bias and Knowledge Acquisition” (Gordon & Van Durme, 2013)
○ presented textual frequencies based on the Google Web 1T N-gram data

○ Teraword (1조 개 단어) 중 “사람" 다음 나오는 단어 N-gram 카운트 한 결과

○ 텍스트로만 세상을 배우면

■ 사람이 살인을 저지른 빈도 > 숨을 쉰 빈도

■ 사람이 지각한 빈도 > 제 때 도착한 빈도

○ 결과적으로,
mundane events → text 내 under-represented
sensational events → text 내 over-represented



The “Black Sheep Problem”

● Reporting Bias 현상은 ML 쪽에서 The “black sheep problem” 으로도 잘 알려져 있음

○ 현실 세계 빈도? 흰 양 >>>>> 검은 양
■ 양은 흰색 털을 유도하는 유전자가 우성 → 자연적으로 흰 양 비율 높음
■ 흰 털이 염색이 용이해 상품성이 높음 → 사육 시에도 주로 흰 양만 사육

○ 영어 텍스트 내 빈도? 검은 양 >>>>> 흰 양 (25 : 1)
■ 이유: “black sheep” 이라는 idiomatic expression 이 있음

● '어떤 집단 (특히 가족) 내에서 환영받지 못하는 천덕꾸러기’ 라는 뜻
■ 유래: 흰 양 사이에서 검은 양이 태어날 확률은 약 0.1%

 → 양 사육 농가에서 검은 양이 태어나면 골칫덩어리로 여기던 관행에서 비롯됨

○ 따라서 영어 텍스트 빈도만으로 “양은 보통 무슨 색?”을 추정하면 현실과 반대로 왜곡될 수 있음

○ 이러한 현상은 언어 별로 다르게 발생
■ 한국어 corpus에서는 ‘흰 양' : ‘검은 양' 이 1.5 : 1 로 흰 양이 우세
■ 한국어 사례: 세잎 클로버 vs 네잎 클로버

● 현실 빈도: 10,000 : 1 (0.01% 확률로 네잎 클로버가 돌연변이로 발생)
● 텍스트 빈도:    1 : 2 (네잎 클로버가 행운의 상징이라 더 자주 언급됨)



미니 테스트: 빈칸 채우기

● 사용 모델: ChatGPT 5.2 Thinking



미니 테스트: 빈칸 채우기

● 사용 모델: Empathetic KULLM (Default)



How Reporting Bias affects LLMs’ Commonsense Knowledge

● Common Sense?
○ 특별한 전문 지식이나 교육 없이도 사회 구성원이 일반적으로 공유 하는, 합리적이고 실용적인 판단 능력
○ 한 사회/집단의 대다수에 의해 “common” 하다고 여겨지기에 (Shared Understanding),

말/글로 explicit 하게 언급되는 빈도가 낮음

● Reporting Bias 가 LLM 의 commonsense reasoning 에 영향을 주는 사례들
○ Typicality / Rarity

■ Event Outcomes (인과 관계)
● 한 이벤트의 결과로 일어날 다음 이벤트를 예측할 때, 흔하지 않은 결과도 발생할 확률 높다고 

판단
예) 수도꼭지를 틀자 → 물줄기가 일정하게 흘러나왔다 (typical)

       물줄기가 세면대 밖으로 솟구쳤다 (rare)
■ Entity Properties (e.g., colors, sizes, and shapes)

● “yellow” banana

○ Procedural Knowledge
■ Event Sequence Description 생성에 취약 (과정이 누락되거나 진행 순서에 오류)

● 양치하는 과정
● 신발끈 묶는 과정



BLIND-VaLM (COLING 2025)

VaLM (ICLR 2023)



● Text-only pre-training 의 한계
○ 텍스트는 “당연한 시각적 정보(색/모양/크기 등)”를 자주 생략
○ Visual commonsense가 필요한 문제에서 LM이 약해질 수 있음

● 시각 정보는 해당 지식을 직접 포함
○ 이를 활용하면 visual-knowledge-intensive commonsense 성능 향상 기대

● 기존 VLM의 한계
○ VLM pre-training 은 주로 (이미지, 캡션) pair 기반의 explicit alignment 에 의존
○ 따라서 텍스트만 주어지는 추론 환경에서는 cross-modality fusion 이 제한적

→ Text-only 환경에서도 필요할 때 시각 지식을 끌어와 결합하는 메커니즘이 필요

VaLM: Motivation



● 핵심 아이디어: “이미지를 입력으로 받지 않아도, 필요하면 가져와서 붙이자"
→ 텍스트 입력만 주어져도, 토큰별로 관련 이미지를 검색해 시각적 지식 증강

● Step 0: Backbone LM
○ 텍스트를 표준 Decoder-Only Transformer LM에 입력
○ 중간 레이어에서 각 토큰의 Hidden Representation 을 생성 (이후 단계의 '쿼리' 역할)

● Step 1: Token-level Image Retrieval
○ Step 0 의 Hidden Representation 을 쿼리로 사용
○ CLIP 임베딩 공간을 활용해, 대규모 이미지 DB에서 문맥과 가장 관련성 높은 Top-K 이미지 검색

■ CLIP: 대규모 이미지–텍스트 쌍으로 학습된 contrastive VLM
● text↔image가 같은 임베딩 공간에 정렬되어 있어 retrieval이 가능

● Step 2: Visual Knowledge Fusion Layer
○ LM 블록 내부에 추가된 특수 계층
○ Joint Attention 메커니즘 구현

■ Query: 텍스트 토큰의 Hidden Representation
■ Key & Value: [텍스트 토큰; 검색된 이미지 패치 특징]

→ 결과: 다음 토큰을 예측할 때 텍스트 맥락뿐 아니라 시각적 단서도 함께 참조
● Step 3: Output

○ 이후는 일반 LM과 동일: next-token prediction (standard LM loss)

Methods



VaLM Overview



Visual Knowledge Fusion



Results

● Visual knowledge–intensive commonsense (Object property reasoning)
○ 색/모양/크기 같은 시각적 속성 추론 벤치마크 4종

MemoryColor / ColorTerms / ObjectShape / RelativeSize



Results

● Commonsense QA (물리 상호작용)
○ PIQA (Physical Interaction QA)



● Image Retrieval 이 가져오는 Overhead
○ VaLM: LM 에 visual knowledge를 주입하기 위해 Image Retrieval 사용
○ Image Retrieval + Image Encoding 로 인해 훈련/추론 모두 매우 비싼 비용(시간·자원) 요구

→ 실용성 낮음

● RQ: LM 에 visual knowledge 를 주입하려면 반드시 이미지가 필요할까?

BLIND-VaLM: Motivation



● 핵심 아이디어: “이미 CLIP 이 이미지와 텍스트를 정렬시켜 놨으니 이 텍스트를 시각 정보 대용으로 
사용해보자"
→ 실제 이미지를 보지 않고 (Blind), 오직 CLIP 텍스트 인코더가 이미 학습한 시각-언어 연관 지식만 활용

● BLIND-VaLM 의 architecture: VaLM 의 병목 (이미지 검색 + 이미지 인코딩) 지점을 CLIP-text 로 대체

Methods



● 동일 조건으로 VaLM 과 BLIND-VaLM 생성 후 학습 효율성 및 성능 비교
○ Base: GPT2-SMALL
○ GPU: A100 8장
○ Text Corpus: CC-100 English 중 10.5B tokens (약 19%)

● Efficiency (2.2x faster)
○ VaLM: 1.2K GPU-hours
○ BLIND-VaLM: 530 GPU-hours

● 벤치마크 결과
○ 이미지 없이도 VaLM과 동급 (또는 소폭↑) / 효율성은 극적 개선

Results



● Compute-matched Scaling
○ 주장: VaLM 이 사용한 만큼의 자원을 쓰면 우리 성능도 더 좋아질 수 있다

■ BLIND-VaLM+ (pre-training compute scaling, 1.17K GPU-hours)
■ BLIND-VaLM-M (model size scaling, GPT2-Medium, 595 GPU-hours)

Results



● CLIP 의존성 (VaLM / BLIND-VaLM 공통)
○ 두 방법 모두 CLIP 이 학습한 text–image 정렬 표현에 크게 의존
○ 따라서 “시각적 이해”의 상한은 결국 기반 VLM/CLIP의 품질에 의해 결정됨

→ 근본 개선은 CLIP(또는 대체 VLM) 의 발전에 달림

● VLM 도 Reporting Bias 로 부터 자유롭지 못함
○ 텍스트의 reporting bias를 완화하려고 이미지를 쓰지만, 이미지, 캡션 데이터 모두 bias 존재

Limitations



● 현실에서 다수인 것이 이미지 데이터에서도 대부분을 차지
→ Minority Representation 힘듦

Future Directions: Reporting Bias in Images



● 캡션이 이미지의 핵심 속성(색/형태/상태/배경 등)을 자주 생략
○ 동일한 캡션이 서로 다른 이미지에 붙는 사례
○ 모델이 object–attribute 구분을 못 하거나 잘못 정렬하게 됨

Future Directions: Reporting Bias in Image Captions



Thank you
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